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Abstrak
Kemajuan teknologi pada era saat ini memberikan dampak yang signifikan, baik secara positif maupun ne-
gatif.Fenomena informasi palsu atau hoax semakin merajalela, terutama dalam konteks politik. Penyebaran
informasi hoax telah menjadi strategi yang umum digunakan dalam kontestasi politik di berbagai negara, ter-
masuk dalam pemilihan umum. Dengan melihat tren peningkatan serangan hoax politik sebelum, selama, dan
setelah pemilu, penelitian ini menyoroti urgensi pengembangan teknologi deteksi hoax yang lebih canggih dan
akurat.Telah dilakukan penelitian sebelumnya menggunakan metode identifikasi namun dinilai belum optimal,
sebab akurasi yang dihasilkan masih kurang tinggi. Penelitian ini bertujuan menggunakan metode gabungan
algoritma KNN dan SVM untuk mengembangkan sistem deteksi berita hoax yang lebih efektif dengan meng-
gunakan kedua metode gabungan tersebut. Metode gabungan yang telah dilakukan menunjukkan akurasi yang
sangat baik, mencapai sekitar 93.31%. KNN memberikan keunggulan dalam kesederhanaan dan kemampuan-
nya menangkap pola non-linear, sementara SVM menonjol dalam kinerja di ruang berdimensi tinggi dengan
margin yang besar. Dengan kombinasi kekuatan algoritma yang berbeda, model stacking menghasilkan model
yang lebih akurat dan efektif daripada penggunaan satu algoritma.

Kata kunci: Sistem Deteksi; Pemilu 2024; K-Nearest Neighbor (KNN); Support Vector Machine (SVM)

Abstract
Technological advances in the current era have had a significant impact, both positive and negative. The phe-
nomenon of false information or hoaxes is increasingly rampant, especially in the political context. The spread
of hoax information has become a strategy commonly used in political contestations in various countries, in-
cluding in general elections. By looking at the increasing trend of political hoax attacks before, during and after
the election, this research highlights the urgency of developing more sophisticated and accurate hoax detection
technology. Previous research has been carried out using identificationmethods but it is considered not optimal,
because the resulting accuracy is still not high. This research aims to use a combined method of the KNN and
SVM algorithms to develop a more effective hoax news detection system using the two combined methods. The
combined method that has been carried out shows very good accuracy, reaching around 93.31%. KNN provi-
des advantages in its simplicity and ability to capture non-linear patterns, while SVM excels in performance in
high-dimensional spaces by a large margin. By combining the strengths of different algorithms, model stacking
produces a more accurate and effective model than using one algorithm.
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1. Pendahuluan

Kemajuan teknologi saat ini memberikan dampak yang positif maupun negatif. Informasi kini dapat di-
sebarluaskan dengan sangat cepat, memungkinkan siapa saja untuk membuat dan mendistribusikannya
melalui internet. Internet telah menjadi platform utama untuk berbagai jenis informasi, seperti berita,
musik, gambar, produk, film, dan lainnya [1]. Pengguna media sosial saat ini sangat aktif menggunakan
internet, di mana setiap individu dapat menerima dan mengakses berbagai informasi dan berita melalui
platform tersebut Informasi palsu, yang sering disebut sebagai hoax, kini telah menjadi bagian dari kehi-
dupan sehari-hari masyarakat. Dalam konteks politik, penyebaran hoax di negara maju dan berkembang
telah digunakan sebagai strategi untuk mencapai kemenangan [2]. Di era digital saat ini, politik dan ho-
ax menjadi dua elemen yang semakin erat kaitannya. Oleh karena itu, menanamkan nilai-nilai ideologis
sangat penting untuk mengurangi penyebaran hoax [3].

Fenomena hoax semakin meluas di media sosial, terutama dalam ranah politik [4]. Menjelang Pemilu 2024,
PresidiumMasyarakat Anti Fitnahmelaporkan peningkatan serangan hoax politik, mencapai 664 kasus da-
lam tiga bulan pertama tahun 2023. Angka ini menunjukkan peningkatan sekitar 24 persen dibandingkan
dengan periode yang sama tahun sebelumnya. Berdasarkan temuan Kominfo, hoax terkait pemilu me-
ningkat hampir 10 kali lipat antara Januari 2023 hingga Februari 2024. Setelah pemilu berakhir, Kominfo
menangani 203 hoax pemilu yang tersebar di media sosial dengan total sebaran sebanyak 2.882 konten
[5]. Hoax ini disebarluaskan melalui berbagai platform media sosial seperti YouTube, Facebook, TikTok, dan
aplikasi pesan lainnya, yang tidak hanya menargetkan tokoh politik, tetapi juga partai dan para pendu-
kungnya. Konten hoax yang beredar mirip dengan tahun-tahun sebelumnya, mencakup tuduhan korupsi,
politik identitas, serta isu-isu SARAyang berpotensimemecah belahmasyarakat danmemicu konflik sosial
[6, 7]. Dengan semakin maraknya tren hoax, berbagai gagasan mulai muncul untuk mencegah penyeba-
rannya [8]. Banyak tips telah tersedia untuk membantu orang menghindari penyebaran berita hoax, dan
sejumlah platform media sosial kini menyediakan fitur untuk melaporkan konten yang dicurigai sebagai
hoax. Saat ini, teknologi yang diintegrasikan dalam sistem deteksi untuk mencegah hoax masih tergolong
jarang, dan sebagian besar aplikasi pencegahan hoax lebih banyak berbentuk situs web yang digunakan
untuk melaporkan berita hoax.

Mengidentifikasi berita hoax secara manual adalah tugas yang sangat merepotkan dan memakan waktu
cukup lama [9]. Oleh karena itu, diperlukan penerapan teknologi seperti Kecerdasan Buatan (AI). AI me-
rupakan sistem komputer yang dilatih menggunakan pembelajaran mesin untuk menyelesaikan masalah-
masalah tertentu. Dengan teknologi ini, diharapkan proses deteksi dapat dilakukan dengan lebih cepat dan
lebih akurat [10]. Sebelumnya, telah dilakukan penelitian untuk mengembangkan sistem deteksi berita ho-
ax di situs web menggunakan metode Term Frequency Inverse Document Frequency (TF-IDF) dan Support
Vector Machine (SVM) [11]. Dalam pengujian dengan 10-fold cross validation, sistem ini menunjukkan bah-
wa algoritma SVM memiliki nilai F-Measure dan akurasi yang cukup tinggi, yaitu masing-masing 0.804
dan 80.48% [12]. Namun, akurasi yang dihasilkan masih dianggap kurang memadai. Hal ini dapat mem-
pengaruhi keakuratan pencarian dalam sistem deteksi, yang dapat menyebabkan data tidak ditampilkan
atau bahkan hilang.

Oleh karena itu peneliti melakukan penelitian sistem deteksi berita hoax pemilu 2024 dengan menggu-
nakan dua metode gabungan baru dengan algoritma KNN dan SVM Diharapkan penelitian ini dapat men-
capai akurasi yang lebih tinggi dibandingkan penelitian sebelumnya. Penelitian ini menerapkan metode
K-Nearest Neighbor (KNN), yang menganalisis frekuensi kemunculan kata dalam suatu kalimat. Klasifikasi
kalimat dilakukan berdasarkan nilai frekuensi kata yang paling tinggi. Support Vector Machine (SVM) ada-
lah metode pembelajaran terawasi yang digunakan untuk mengklasifikasikan berbagai jenis data. Secara
umum, konsep SVM berfokus padamenemukan hyperplane optimal yangmemisahkan dua kelas. SVMme-
nentukan hyperplane dengan memperhitungkan support vectors dan margin. Support vectors adalah data
yang paling dekat dengan hyperplane, sedangkan margin mengukur jarak antara hyperplane pemisah dan
data. Tujuan SVM adalahmenciptakan fungsi klasifikasi dalam bentuk sign(x), f (x) = y, untukmemastikan
bahwa data dapat diklasifikasikan dengan akurat selama proses pengujian [13].
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2. Metode

Penelitian ini akan berfokus pada pengembangan sistem deteksi berita hoax dengan menggabungkan me-
tode K-Nearest Neighbor (KNN) dan Support Vector Machine (SVM). Proses pengembangan sistem meliputi
tahapan pengumpulan data, pemrosesan awal data, penerapan KNN dan SVM, dengan hasil akhir berupa
sistem deteksi berita hoax. Data penelitian diperoleh denganWeb Scrapping dari website.

2.1 Tahap Perancangan Sistem

Proses perancangan sistem ditampilkan pada Gambar 1.

Mulai

Pengumpulan Data

Pra-Pemrosesan Data

Perancangan Algoritma

Evaluasi Sistem

Selesai

Gambar 1. Tahap Alur Perancangan Sistem

2.1.1 Pengumpulan Data
Data yang digunakan dalam penelitian ini, adalah data sekunder yang diambil melalui Web Scraping dari
website kumparan.com, detik.com, turnbackhoax.id, dan liputan6.com dari bulan Agustus 2023 hingga Ju-
ni 2024. Data yang berlabel salah hoax, disinformasi, misinformasi, dan klarifikasi dikategorikan sebagai
berita hoax dan data yang berlabel benar, berita, dan edukasi dikategorikan sebagai non-hoax.

2.1.2 Pre-Pemrosesan Data
Berikut ini merupakan urutan tahapan pra-pemrosesan data :

Mulai

Pengumpulan Data

Tokenizing

Case Folding

Stopword Removing

Lemmatization

TF-IDF

Selesai

Gambar 2. Flowchart Alur Pra-Pemrosesan Data

Data yang telah dikumpulkan akan diproses untuk diubah ke dalam format yang sesuai untuk perhitung-
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an TF-IDF. TF-IDF memberikan bobot pada setiap kata dalam dokumen dan digunakan untuk memilih
fitur atau kata-kata yang memiliki pengaruh signifikan dalam dokumen tersebut. Pra-pemrosesan data
mencakup beberapa langkah, yaitu tokenisasi, case folding, filtering, lemmatization, dan pembobotan TF-
IDF sebagai tahap akhir. Proses ini menghasilkan kumpulan kata-kata dari berita hoax yang terpilih, yang
kemudian disimpan dalam format dokumen CSV. Dokumen ini akan digunakan sebagai dataset untuk
klasifikasi menggunakan K-Nearest Neighbor (KNN), dengan mengukur jarak terdekat antara berita hoax
yang sudah diproses dan berita hoax yang sedang diuji.

1. Tokenizing
Berikut ini merupakan tahapan tokenizing :

Gambar 3. Tahap Tokenizing

Langkah untuk memecah teks menjadi bagian-bagian seperti kata, frasa, simbol, atau elemen lain yang
dikenal sebagai token. Tujuannya untuk menyelidiki kata-kata dalam suatu kalimat [14].

2. Case Folding
Berikut merupakan tahapan case folding :

Gambar 4. Tahap Case Folding

Mengubah semua huruf dalam dokumen menjadi huruf kecil (dari ’a’ sampai ’z’). Karakter yang bukan
huruf dianggap sebagai pemisah dan dihilangkan dari dokumen untukmengurangi gangguan atau noise
dalam proses ekstraksi informasi [14].

3. Stopword Removing
Berikut ini merupakan tahapan stopwords removing :

Gambar 5. Tahap Stopword Removing

Proses penghapusan stopwords bertujuan untuk mengurangi jumlah kata dalam teks dengan menghi-
langkan kata-kata seperti kata depan, kata penghubung, dan kata ganti. Beberapa contoh stopwords
dalam bahasa Indonesia termasuk "yang", "ini", "dari", "ke", "di", dan "dari" [15], [16].

4. Lemmatization
Berikut adalah tahap lemmatization :
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Gambar 6. Tahap Lemmatization

Lemmatization bertujuan untuk mengubah kata-kata yang muncul dalam teks menjadi bentuk dasar
atau bentuk yang ada dalam kamus yang disebut sebagai lemma. Proses ini dilakukan dengan cara
menghilangkan akhiran dan awalan kata. Denganmengurangi variasi kata yang berbeda, lemmatization
membantu mengurangi kompleksitas teks yang sedang dianalisis [17].

5. Pembobotan TF-IDF
Berikut merupakan tahapan pembobotan kata :

Gambar 7. Tahap Alur Perhitungan TF-IDF

TF-IDF adalah kombinasi dari dua formula, yaitu TF dan IDF, yang dirancang untuk menentukan bobot
setiap kata dalam dokumen. Proses ini melibatkan perhitungan frekuensi kemunculan kata dalam doku-
men (ti) dan jumlah total kata dalam dokumen (t) sebagai bagian dari formula TF. Selain itu, sistem juga
menghitung jumlah dokumen yang memuat kata yang bobotnya dihitung (d: ti ϵ d), yang merupakan
elemen dari perhitungan IDF [18].

2.2 Perancangan Algoritma

2.2.1 Tahap Perancangan Algoritma

Berikut ini merupakan alur tahapan perancangan algoritma :
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Gambar 8. Tahap Perancangan Algoritma

Setelah menyelesaikan tahap pra-pemrosesan dataset seperti yang dijelaskan pada subbab sebelumnya,
langkah berikutnya adalah membagi data menjadi dua bagian: data pelatihan dan data pengujian, dengan
proporsi 70% untuk pelatihan dan 30% untuk pengujian.Dengan rasio 70:30 dapat memberikan keseim-
bangan yang baik antara jumlah data yang tersedia untuk pelatihan dan pengujian, memungkinkan untuk
menghasilkan evaluasi yang stabil terhadap kinerja model dan memperkirakan kemampuan model untuk
digeneralisasikan pada data baru.

Penerapan metode K-Nearest Neighbors (KNN) melibatkan inisialisasi model dengan memilih jumlah te-
tangga terdekat (k). Proses pembelajaran dilakukan dengan menghitung jarak antara data menggunakan
Euclidean Distance, dan prediksi kelas data dilakukan dengan memilih mayoritas kelas dari tetangga ter-
dekat. Evaluasi model KNN menggunakan metrik seperti akurasi, presisi, recall, dan F1-score.

Sedangkan penerapan Support Vector Machine (SVM) melibatkan inisialisasi model dengan memilih kernel
yang sesuai (linear, polynomial, atau radial basis function). Model SVM membangun hyperplane terba-
ik untuk memisahkan kelas. Proses pembelajaran melibatkan penentuan hyperplane yang optimal [19].
Evaluasi model SVM menggunakan metrik evaluasi yang sama dengan KNN.

Kombinasi Metode KNN dan SVM melibatkan integrasi hasil dari kedua model untuk meningkatkan per-
forma deteksi berita hoax. Pendekatan ini bertujuan untuk memanfaatkan kelebihan masing-masing me-
tode, sehingga dapat memberikan hasil yang lebih robust dan akurat dalam menanggulangi permasalahan
disinformasi. Evaluasi hasil dari kombinasi metode ini akan memberikan gambaran komprehensif terkait
keefektifan sistem deteksi berita hoax yang dikembangkan.

2.2.2 Tahap Penerapan Sistem
Setelahmelatihmodel KNN dan SVM,model disimpan denganmenggunakan library joblib.dumb() yang di-
gunakan untukmenyimpan danmemuatmodel pembelajaranmesin yang telah dilatih danmemungkinkan
untuk menyimpan model secara persisten setelah dilatih, sehingga dapat menggunakannya kembali tanpa
perlu melatih ulang setiap kali ingin menggunakannya. Sebagai penghubung input dari user denganmodel
menggunakan framework flask.
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2.2.3 Tahap Pengujian Fungsionalitas Sistem
Pengujian fungsionalitas menggunakan pendekatan white box melibatkan pengujian internal sistem seca-
ra mendetail, termasuk alur logika, dan kode. Pengujian ini memastikan bahwa setiap bagian dari seluruh
komponen sistem beroperasi sesuai dengan yang diharapkan. Dengan memeriksa implementasi algori-
tma dan proses internal untuk memastikan integritas dan keandalan sistem.Tujuan utama dari pengujian
white box adalah untuk memastikan bahwa setiap bagian dan jalur dalam kode bekerja dengan baik serta
memberikan hasil yang sesuai dengan input yang diterima.

2.3 Evaluasi Sistem

Evaluasi sistem merupakan langkah penting dalam menilai kinerja deteksi berita hoax yang dikembangk-
an. Setelah melalui tahapan pemisahan data, pelatihan model, dan pengujian menggunakan metode K-
Nearest Neighbors (KNN) dan Support Vector Machine (SVM), maka dilakukan tahap evaluasi sistem untuk
memberikan gambaran seberapa baik sistem tersebut.

Setelahmodel KNNdilatih dan diuji pada dataset uji, metrik evaluasi seperti akurasi, presisi, recall, dan skor
F1 akan memberikan gambaran tentang performa model dalam mengklasifikasikan berita. Akurasi men-
cerminkan tingkat presisi model secara keseluruhan, presisi menunjukkan seberapa banyak berita yang
tergolong hoax sebenarnya hoax, recall mengukur seberapa banyak berita hoax yang berhasil terdeteksi,
dan skor F1 memberikan keseimbangan antara presisi dan recall.

Sementara itu, evaluasi model SVM juga dilakukan dengan menggunakan metrik evaluasi yang serupa.
Akurasi, presisi, recall, dan skor F1 akan memberikan gambaran komprehensif tentang seberapa baik SVM
dapat mengklasifikasikan berita pada dataset pengujian. Dalam konteks kombinasi metode KNN dan SVM,
evaluasi sistem akan menjadi lebih kompleks karena melibatkan pengintegrasian hasil dari kedua model.

3. Hasil

3.1 Pengumpulan Data

Data yang dikumpulkan berasal dari sumber berita hoax, yaitu Turnbackhoax.id, yang dikelola olehMasya-
rakat Anti Hoax Indonesia (MAFINDO), sebuah organisasi resmi yang telah berdiri sejak November 2016.
Sedangkan data non-hoax berasal dari situs penyedia berita terpercaya yaitu kumparan.com, detik.com,
liputan6.com, dan cnn indonesia.

Setiap berita yang diperoleh dari situs sudah dilabeli untuk menunjukkan berita tersebut termasuk berita
non-hoax atau hoax. Data berita yang dideteksi berasal dari judul berita dari kanal berita. Sebanyak 4283
data dikumpulkan, terdiri dari 3040 berita non-hoax dan 1243 berita hoax. Data diambil dari periode Agus-
tus 2023 hingga Juni 2024.D Data yang terkumpul disimpan dalam dokumen yang dinamai dataset.csv.

Gambar 9. Jumlah Data

3.2 Pra-Pemrosesan Data

Data yang telah dimuat kemudian dipersiapkan untuk memudahkan proses pembelajaran mesin. Tahapan
pra-pemrosesan data terdiri dari 5 tahapan, yaitu tokenizing, case folding, stopword removal, dan lemmatiza-
tion. Proses pra-pemrosesan data dilakukan dengan memanfaatkan Google Colab. Seluruh proses tersebut
dilakukan secara berurutan.
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3.2.1 Tokenizing

Proses tokenizing adalah tahap pemecahan teks menjadi unit-unit seperti kata, frasa, simbol, atau elemen
lain yang disebut sebagai token. Tabel 1 memperlihatkan hasil dari proses tokenizing.

Tabel 1. Tokenizing

Data Asli Hasil Tokenizing

KPU Jatuhkan Denda dan Pidana Kepada Gibran Serta
Dicoret dari Cawapres

“Kpu”,”Jatuhkan”,”Denda”,”dan”,”Pidana”, ”Kepada”,
”Gibran”, ”Serta”, ”Dicoret”, ”dari”, ”Cawapres”

Prabowo beri 20 juta bagi pemilihnya di Pilpres 2024 “Prabowo”, ”beri”, ”20”, ”juta”, ”bagi”, ”pemilihnya”,
”di”, ”Pilpres”, ”2024”

Golkar Resmi Dukung Bobby Nasution di Pilgub Su-
mut

“Golkar”, ”Resmi”, ”Dukung”, ”Bobby”, ”Nasution”,
”di”, ”Pilgub”, ”Sumut”

Tahap tokenisasi mengubah kalimat menjadi unit-unit kata yang diatur dalam sebuah array, seperti yang
ditunjukkan pada Tabel 1. Kalimat dipecah menjadi kata-kata secara individual. Setelah proses tokenisasi
selesai, langkah berikutnya adalah tahap case folding.
Hasil dari proses tokenizing yang dilakukan di Google Colab sebagai berikut :

Gambar 10. Hasil Pemrosesan Tokenizing

3.2.2 Case Folding

Case Folding adalah proses yang mengubah semua huruf kapital dalam teks menjadi huruf kecil (dari ’A’
hingga ’z’). Hasil dari proses case folding dapat dilihat pada Tabel 2.

Tabel 2. Case Folding

Hasil Tokenizing Hasil Case Folding

“Kpu”, ”Jatuhkan”, ”Denda”, “dan ”, ”Pidana”, ”Kepa-
da”, ”Gibran”, ”Serta”, ”Dicoret”, ”dari”, ”Cawapres”

“kpu”, ”jatuhkan”, ”denda”, ”dan”, ”pidana”, ”kepada”,
”gibran”, ”serta”, ”dicoret”, ”dari”, ”cawapres”

“Prabowo”, ”beri”, ”20”, ”juta”, ”bagi”, ”pemilihnya”,
”di”, ”Pilpres”, ”2024”

“prabowo”, ”beri”, ”20”, ”juta”, ”bagi”, ”pemilihnya”,
”di”, ”pilpres”, ”2024”

“Golkar”, ”Resmi”, ”Dukung”, ”Bobby”, ”Nasution”,
”di”, ”Pilgub”, ”Sumut”

“golkar”, ”resmi”, ”dukung”, ”bobby”, ”nasution”, ”di”,
”pilgub”, ”sumut”

Teks atau kalimat sering kali tidak konsisten dalam penggunaan huruf kapital dan huruf kecil, sehingga
perlu dilakukan konversi dari huruf kapital ke huruf kecil. Langkah berikutnya adalah melakukan peng-
hapusan kata-kata umum (stopword removal).Hasil dari proses case folding yang dilakukan di Google Colab
sebagai berikut :
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Gambar 11. Hasil Pemrosesan Case Folding

3.2.3 Stopword Removing
Tabel 3. Stopword Removal

Hasil Case Folding Hasil Stopword Removal

“kpu”, ”jatuhkan”, ”denda”, ”dan”, ”pidana”, ”kepada”,
”gibran”, ”serta”, ”dicoret”, ”dari”, ”cawapres”

“kpu”, ”jatuhkan”, ”denda”, ”pidana”, ”gibran”, ”dico-
ret”, ”cawapres”

“prabowo”, ”beri”, ”20”, ”juta”, ”bagi”, ”pemilihnya”,
”di”, ”pilpres”, ”2024”

“prabowo”, ”20”, ”juta”, ”pemilihnya”, ”pilpres”,
”2024”

“golkar”, ”resmi”, ”dukung”, ”bobby”, ”nasution”, ”di”,
”pilgub”, ”sumut”

“golkar”, ”resmi”, ”dukung”, ”bobby”, ”nasution”, ”pil-
gub”, ”sumut”

Kata-kata seperti “yang”, “dan”, “untuk”, “saya”, dan sejenisnya dihapus. Setelah proses penghapusan sto-
pword selesai, langkah selanjutnya adalah melanjutkan ke tahapan proses lemmatization.

Hasil dari proses stopword removal yang dilakukan di Google Colab sebagai berikut :

Gambar 12. Hasil Pemrosesan Stopword Removal

3.2.4 Lemmatization
Lemmatization bertujuan untuk mengubah kata dalam kalimat menjadi bentuk dasarnya atau bentuk yang
tercantum dalam kamus, yang dikenal sebagai lemma. Proses ini dilakukan dengan cara menghilangkan
akhiran dan awalan kata.Tabel 4 menunjukan hasil dari lemmatization.

Tabel 4. Lemmatization

Hasil Stopword Removal Hasil Lemmatization

“kpu”, ”jatuhkan”, ”denda”, ”pidana”, ”gibran”, ”dico-
ret”, ”cawapres”

“kpu”, ”jatuh”, ”denda”, ”pidana”, ”gibran”, ”coret”,
”cawapres”

“prabowo”, ”20”, ”juta”, ”pemilihnya”, ”pilpres”,
”2024”

“prabowo”, ”20”, ”juta”, ”pilih”, ”pilpres”, ”2024”

“golkar”, ”resmi”, ”dukung”, ”bobby”, ”nasution”, ”pil-
gub”, ”sumut”

“golkar”, ”resmi”, ”dukung”, ”bobby”, ”nasution”, ”pil-
gub”, ”sumut”

Dengan mengurangi variasi kata yang berbeda, lemmatization membantu mengurangi kompleksitas teks
yang sedang dianalisis. Setelah proses lemmatization selesai, langkah selanjutnya adalah melanjutkan ke
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tahapan proses TF-IDF.

Hasil dari proses lemmatization yang dilakukan di Google Colab sebagai berikut :

Gambar 13. Hasil Pemrosesan Lemmatization

3.2.5 TF-IDF

TF-IDF (Term Frequency-Inverse Document Frequency), seperti yang ditunjukkan pada Tabel 5, dirancang
untuk memberikan bobot pada frekuensi kemunculan kata dalam dokumen. Kata-kata yang sering muncul
dalam satu dokumen tetapi jarang terdapat di dokumen lain akan memperoleh bobot yang lebih tinggi.
Sebaliknya, kata-kata yang sering ditemukan di banyak dokumen akan memiliki bobot yang lebih rendah.
Bobot kata dalam keseluruhan kumpulan dokumen akan meningkat seiring dengan frekuensi kemunculan
kata tersebut dalam dokumen.

Tabel 5. TF-IDF

Data Token

D1 kpu jatuh denda pidana kepada gibran coret cawapres

D2 prabowo beri 20 juta bagi pemilih pilpres 2024

D3 kpu resmi umum prabowo gibran menang pilpres 2024
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Tabel 6. Perhitungan TF-IDF

Token tf df D/df IDF= Log(D/df) W= tf * IDF
D1 D2 D3 D1 D2 D3

kpu 1 0 1 2 1.5 0.176 0.176 0 0.176

jatuh 1 0 0 1 3 0.477 0.477 0 0

denda 1 0 0 1 3 0.477 0.477 0 0

kepada 1 0 0 1 3 0.477 0.477 0 0

gibran 1 0 1 2 1.5 0.176 0.176 0 0.176

coret 1 0 0 1 3 0.477 0.477 0 0

cawapres 1 0 0 1 3 0.477 0.477 0 0

prabowo 0 1 1 2 1.5 0.176 0 0.176 0.176

beri 0 1 0 1 3 0.477 0 0.477 0

20 0 1 0 1 3 0.477 0 0.477 0

juta 0 1 0 1 3 0.477 0 0.477 0

bagi 0 1 0 1 3 0.477 0 0.477 0

pemilih 0 1 0 1 3 0.477 0 0.477 0

pilpres 0 1 1 2 1.5 0.176 0 0.176 0.176

2024 0 1 1 2 1.5 0.176 0 0.176 0.176

resmi 0 0 1 1 3 0.477 0 0 0.477

umum 0 0 1 1 3 0.477 0 0 0.477

menang 0 0 1 1 3 0.477 0 0 0.477

Total 2.737 2.913 2.311

Kata-kata yang sering muncul dalam satu dokumen namun jarang ditemukan di dokumen lain akan men-
dapatkan bobot yang lebih tinggi, sementara kata-kata yang sering muncul di berbagai dokumen akan
memiliki bobot yang lebih rendah. Setelah proses TF-IDF selesai, langkah selanjutnya adalah melanjutkan
ke tahap perancangan algoritma.

3.3 Perancangan Algoritma

Dalam proses perancangan algoritma terdapat beberapa tahapan, berikut tahapan dalam perancangan sis-
tem:

3.3.1 Pemisahan Data
Pada tahap ini, data dibagi menjadi dua bagian: data pelatihan dan data pengujian dengan perbandingan
70:30. Rasio data pelatihan harus lebih besar dibandingkan dengan rasio data pengujian untuk memastikan
bahwa model dapat mencapai akurasi yang lebih baik selama proses pelatihan dan pembelajaran. Setiap
sesi pelatihan akan dievaluasi untuk memverifikasi hasilnya, kemudian diuji kembali dengan data pengu-
jian untuk menilai keakuratan model yang telah dikembangkan. Hasil dari pemisahan data ditampilkan
dalam Tabel 7.

Tabel 7. Pemisahan Data

Banyak Data

Training Data 2998

Testing Data 1285

Jumlah 4283

3.3.2 Penerapan Model KNN
Penerapan metode K-Nearest Neighbors (KNN) melibatkan inisialisasi model dengan memilih jumlah te-
tangga terdekat (k). Proses pembelajaran dilakukan dengan menghitung jarak antara data menggunakan
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Euclidean Distance, dan prediksi kelas data dilakukan dengan memilih mayoritas kelas dari tetangga terde-
kat. Pada tahap ini, analisis akan dilakukan dengan menggunakan algoritma K-Nearest Neighbor, dengan
nilai k yang diterapkan dalam proses klasifikasi adalah 5.

Data akan dipisahkan dengan perbandingan 70:30 antara data pelatihan dan data pengujian. Pemisahan
data ini dilakukan menggunakan metode train-test split dari library scikit-learn dengan parameter random
state=42.Pelatihan model KNN dilakukan dalam google colab sebagai berikut.

Gambar 14. Kode Penerapan Model KNN

Source code di atas berfungsi untuk mengimpor beberapa modul dan pustaka yang diperlukan untuk mela-
kukan analisis data dan klasifikasi teks menggunakan algoritma K-Nearest Neighbors (KNN).Berikut pen-
jelasannya :

1. import pandas as pd Mengimpor pustaka pandas, yang digunakan untuk analisis data.
2. from sklearn.feature_extraction.text import TfidfVectorizerMengimpor TfidfVectorizer dari pustaka scikit-

learn, yang berfungsi untuk mengkonversi teks menjadi fitur numerik dengan menggunakan metode
TF-IDF

3. from sklearn.model_selection import train_test_split Mengimpor fungsi yang digunakan untuk membagi
dataset: data pelatihan dan data pengujian.

4. from sklearn.neighbors import KNeighborsClassifier Mengimpor kelas KNeighborsClassifier dari scikit-
learn. Kelas ini digunakan untuk membuat model K-Nearest Neighbors (KNN).

5. from sklearn.metrics import classification_report, accuracy_scoreMengimpor fungsi yang digunakan un-
tuk menilai kinerja model klasifikasi dengan mengukur tingkat akurasi dari model tersebut.

Gambar 15. Pemisahan Data KNN

Source code di atas digunakan untuk membagi dataset menjadi data pelatihan (training) dan data pengujian
(testing).

1. train_test_split(X, y, test_size=0.3, random_state=42):

• X : Merupakan fitur (data input) dari dataset.
• y : Merupakan label atau target (data output) dari dataset.
• test_size=0.3 : Menentukan proporsi data yang akan digunakan sebagai data pengujian. Dalam hal ini,
30% dari data akan digunakan untuk pengujian dan 70% untuk pelatihan.

• random_state=42 : Menetapkan nilai acak untuk memastikan hasil pembagian data konsisten setiap
kali kode dijalankan.

2. X_train, X_test, y_train, y_test:

• X_train : Data fitur untuk pelatihan.
• X_test : Data fitur untuk pengujian.
• y_train : Label/target untuk pelatihan.
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• y_test : Label/target untuk pengujian.

Dengan menggunakan train_test_split, dataset dapat dipisahkan menjadi dua bagian: satu untuk melatih
model dan yang lainnya untuk menguji kinerja model. Dengan menggunakan source code tersebut, dapat
melihat secara detail performa dari model KNN yang telah dilatih, termasuk akurasi secara keseluruhan
dan evaluasi klasifikasi untuk setiap kelas target.

Berikut hasil dari detail performa dari model KNN yang telah dilatih :

Gambar 16. Hasil Akurasi Model KNN

Dari Gambar 16 yang menunjukan hasil akurasi dari model KNN dapat dijelaskan bahwa model KNN
berhasil mengklasifikasikan dengan baik sebesar 90.73% dari total data uji. Rata-rata tertimbang (weighted
avg) yang memperhitungkan jumlah contoh di setiap kelas menunjukkan bahwa model memiliki presisi,
recall, dan F1-score masing-masing sebesar 0.90, 0.91, dan 0.90.

3.3.3 Penerapan Model SVM
Penerapan Support Vector Machine (SVM) melibatkan inisialisasi model dengan memilih kernel yang sesuai
(linear, polynomial, atau radial basis function). Model SVM membangun hyperplane terbaik untuk memi-
sahkan kelas. Proses pembelajaran melibatkan penentuan hyperplane yang optimal. Evaluasi model SVM
menggunakan metrik evaluasi yang sama dengan KNN. Dalam penelitian ini, kernel yang digunakan ada-
lah kernel linear. Model SVM akan mencari hyperplane terbaik dalam ruang input dengan menentukan
batas kelas yang memiliki jarak terbesar antara titik-titik data yang paling dekat. Jarak maksimum ini
dihitung dengan menentukan margin hyperplane, yang merupakan jarak antara titik-titik terdekat dari
hyperplane untuk setiap kelas. Margin ini mengukur seberapa jauh hyperplane berada dari titik-titik ter-
dekat di masing-masing kelas.Pelatihan model SVM dilakukan dalam google colab sebagai berikut.

Gambar 17. Kode Penerapan SVM

Gambar 18. Kode Inisialisasi SVM

svm_model = SVC(kernel=’linear’, C=10, gamma=0.1, random_state=42) menginisialisasi model SVM de-
ngan kernel linear dan parameter regulasi C yang telah disesuaikan untuk menghasilkan performa terbaik
berdasarkan eksperimen atau validasi sebelumnya. svm_model.fit(X_train_tfidf, y_train): melatih model
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SVM dengan data training yang telah ditransformasikan ke dalam bentuk fitur TF-IDF, dan label yang se-
suai untuk mengklasifikasikan data berdasarkan fitur yang diberikan.
Berikut hasil dari detail performa dari model SVM yang telah dilatih :

Gambar 19. Hasil Akurasi Model SVM

Dari Gambar 19 yang menunjukkan hasil akurasi dari model SVM dapat dijelaskan bahwa model SVM
berhasil mengklasifikasikan dengan baik sebesar 91.98% dari total data uji. Rata-rata tertimbang (weighted
avg) yang memperhitungkan jumlah contoh di setiap kelas menunjukkan bahwa model memiliki presisi,
recall, dan F1-score masing-masing sebesar 0.92, 0.92, dan 0.91.

4. Pembahasan

4.1 Penerapan Model Gabungan

Pada tahap ini, dilakukan penerapan model gabungan menggunakan pendekatan stacking yang mengin-
tegrasikan prediksi dari model K-Nearest Neighbors (KNN) dan Support Vector Machine (SVM). Langkah-
langkah implementasi mencakup pelatihan model KNN dan SVM secara terpisah menggunakan data tra-
ining, diikuti dengan pengumpulan hasil prediksi keduanya sebagai input untuk model meta atau model
tingkat kedua.

Hasil prediksi dari model KNN dan SVM digunakan sebagai fitur tambahan untuk melatih model stacking.
Model stacking merupakan sebuah pendekatan di dalam machine learning untuk menggabungkan bebera-
pa model pembelajaran mesin untuk meningkatkan kinerja prediksi yang bertujuan untuk memanfaatkan
kelebihan masing-masing model dasar guna meningkatkan kinerja prediksi secara keseluruhan.Penerapan
metode stacking ini tidak hanya bertujuan untuk meningkatkan akurasi prediksi, tetapi juga untuk meng-
urangi variabilitas hasil prediksi dengan menggabungkan kekuatan dari dua pendekatan klasifikasi yang
berbeda, yaitu KNN dan SVM.

Pelatihan model dalam metode stacking ini dilakukan menggunakan Google Collab untuk memfasilitasi
komputasi yang skalabel dan memanfaatkan sumber daya komputasi yang tersedia secara cloud.

Gambar 20.Model Stacking Penggabungan KNN Dan SVM

Source code di atas berfungsimembangun sebuahmodel stacking yangmengkombinasikan duamodel dasar,
yaitu K-Nearest Neighbors (KNN) dan Support Vector Machine (SVM), untuk menghasilkan prediksi yang
lebih akurat.

Prediksi dari kedua model dasar ini kemudian digabungkan menggunakan Logistic Regression sebagai final
estimator. Dengan pendekatan ini, diharapkan model stacking dapat menangkap kekuatan dari masing-
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masing base estimator dan mengurangi kelemahan mereka, sehingga menghasilkan kinerja prediktif yang
lebih baik dibandingkan dengan menggunakan satu model saja.

Mengevaluasi kinerja model stacking dengan melakukan prediksi pada data uji dan menghitung akura-
sinya. Selain itu, juga menghasilkan dan mencetak laporan klasifikasi yang memberikan metrik evaluasi
yang lebih mendetail seperti precision, recall, dan f1-score untuk setiap kelas.

Gambar 21. Hasil Akurasi Model Gabungan KNN Dan SVM

Dari Gambar 21 di atas hasil model stacking yang menggabungkan KNN dan SVM menunjukkan kinerja
yang sangat baik dengan akurasi sekitar 93.31% menandakan bahwa model mampu membuat prediksi
yang benar pada sebagian besar data uji. Selain itu, penggunaan model stacking dengan KNN dan SVM
sebagai base estimators, dikombinasikan dengan Logistic Regression yang digunakan untuk memodelkan
probabilitas sebagai final estimator.

Gambar 22. Diagaram Hasil Model

Berdasarkan diagram hasil pelatihan model, terdapat peningkatan yang signifikan pada semua metrik eva-
luasi ketika menggunakan Model Gabungan KNN dan SVM dibandingkan dengan model KNN dan SVM
secara terpisah. Akurasi model gabungan mencapai lebih dari 93%, yang menunjukkan peningkatan se-
kitar 3% dibandingkan dengan Model KNN dan sedikit lebih tinggi dari Model SVM yang mencapai 92%.
Presisi juga mengalami peningkatan lebih dari 3% dibandingkan dengan Model KNN, serta sedikit lebih
baik daripada Model SVM. Selain itu, recall padaModel Gabungan hampir mencapai 93%, mengungguli ke-
dua model individu. F1-Score, sebagai gabungan antara presisi dan recall, juga menunjukkan peningkatan
yang konsisten pada Model Gabungan dibandingkan dengan KNN dan SVM. Secara keseluruhan, Model
Gabungan KNN dan SVM memberikan peningkatan performa yang signifikan pada semua aspek, men-
jadikannya pilihan yang lebih baik dalam hal akurasi, presisi, recall, dan F1-Score dibandingkan dengan
penggunaan model KNN atau SVM secara terpisah.

Penelitian yang telah dilakukan sebelumnya dalam mengembangkan sistem deteksi berita hoax dalam
situs web yang menerapkan metode Term Frequency-Inverse Document Frequency dan Support Vector Ma-
chine. Dengan menggunakan 10-fold cross validation, menunjukkan bahwa algoritma SVM memiliki nilai
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F-Measure dan akurasi yang tinggi, masing-masing sebesar 0.804 dan 80.48% [11]. Sedangkan dari hasil
penelitian ini yang dilakukan dengan metode gabungan KNN dan SVM mendapatkan akurasi yang lebih
tinggi sebesar 93,31%, menandakan bahwametode gabungan ini lebih baik digunakan dalam pengembang-
an sistem pendeteksi hoax daripada metode yang digunakan dalam penelitian sebelumnya.

4.2 Evaluasi Sistem

Gambar 23. Confusion Matrix

Confusion matrix diatas merupakan hasil dari model gabungan antara KNN dan SVM yang melalui tahap
evaluasi.Tahapan selanjutnya adalahmenghitung kinerja model seperti akurasi, presisi, recall, dan F1 Score.
Berikut interpretasi dari confusion matrix:

Tabel 8. Hasil Confusion Matrix

Non-Hoax(Prediksi) Hoax(Prediksi)

True Non-Hoax 1098 25

True Hoax 61 101

1. Untuk Kelas Non Hoax (0)
True Positives (TP) : 1098
False Positives (FP) : 61
False Negatives (FN) : 25
True Negatives (TN) : 101

Presisi = TP
TP + FP

= 1098
1098 + 61

= 1098
1159

= 0.947

Recall = TP
TP + FN

= 1098
1098 + 25

= 1098
1123

= 0.978
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F1 Score = 2 × presisi × recall
presisi + recall

= 2 × 0.947 × 0.987
0.947 + 0.987

= 2 × 0.926
1.925

= 0.962

2. Untuk Kelas Hoax (1)
True Positives (TP) : 101
False Positives (FP) : 25
False Negatives (FN) : 61
True Negatives (TN) : 1098

Presisi = TP
TP + FP

= 101
101 + 25

= 101
126

= 0.802

Recall = TP
TP + FN

= 101
101 + 61

= 101
162

= 0.623

F1 Score = 2 × presisi × recall
presisi + recall

= 2 × 0.802 × 0.603
0.802 + 0.603

= 2 × 0.499
1.425

= 0.702

3.

Akurasi = TP + TN
TP + FP + FN + TN

= 1098 + 101
1098 + 25 + 61 + 101

= 1199
1285

= 0.933

Model yang menggabungkan KNN dan SVM menunjukkan kinerja yang sangat baik dalam mendeteksi
berita yang bukan hoaks dengan presisi dan recall yang tinggi. Namun, kinerja model dalam mendeteksi
berita hoax masih bisa ditingkatkan. Dengan akurasi keseluruhan 93.3%, model ini efektif untuk deteksi
hoaks.
Dikarenakan tujuan dari penelitian ini adalah menguji performa algoritma KNN dan SVM dalam membe-
dakan mengklasifikasikan berita yang mengandung hoax atau pun non-hoax, maka model ini masih layak
untuk diimplementasikan pada sistem.
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5. Simpulan

Penelitian ini menggunakan 4283 berita, terdiri dari 3040 berita non-hoax dan 1243 berita hoax, dari periode
Agustus 2023 hingga Juni 2024. Algoritma yang digunakan adalah gabungan KNN dan SVM. Model KNN
berhasil mengklasifikasikan 90.73% dengan presisi, recall, dan F1-score masing-masing 0.90, 0.91, dan 0.90.
Model SVM berhasil mengklasifikasikan 91.98% dengan presisi, recall, dan F1-score masing-masing 0.92,
0.92, dan 0.91.

Model Gabungan KNN dan SVM menunjukkan performa terbaik di semua metrik evaluasi. Dari segi aku-
rasi, model ini mencapai nilai tertinggi di atas 93%, yang menunjukkan kemampuan yang sangat baik
dalam mengklasifikasikan berita hoax dan non-hoax secara keseluruhan. Dalam hal presisi, model ini juga
unggul dengan tingkat presisi sekitar 93%, yang berarti sebagian besar prediksi hoax yang dihasilkan oleh
model adalah benar. Recall model ini juga menunjukkan hasil yang sama impresifnya, dengan sekitar 93%,
yang mengindikasikan bahwa model mampu mendeteksi sebagian besar berita hoax yang ada. Selain itu,
F1-Scoremodel gabungan ini, yang merupakan keseimbangan antara presisi dan recall, juga berada di ang-
ka tertinggi sekitar 93%. Hal ini menegaskan bahwa Model Gabungan KNN dan SVM memberikan kinerja
yang optimal dalam mendeteksi hoax dan non-hoax dengan tingkat akurasi, presisi, recall, dan F1-Score
yang seimbang dan sangat baik.

Dari hasil penelitian performa algoritma KNN dan SVM dapat dengan baik dalam mengklasifikasikan be-
rita yang mengandung hoax atau pun non-hoax.
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