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Abstrak

Pilihan negara yang sedang tumbuh dan berkembang, memiliki jumlah penduduk yang besar dan luas wilayah yang luas yaitu
India sebagai contoh untuk diteliti. Listrik komponen vital dan berperan penting. Peneliti melakukan perbandingan akurasi antara
dua algoritma pembelajaran mesin yang populer, yaitu Decision Tree dan KNN (K-Nearest Neighbor). Dataset yang berisi sampel
sebanyak 345273 digunakan dan validasi dengan metode StratifiedKFold sebanyak 33 bagian dilakukan untuk mengevaluasi hasil
klasifikasi dari kedua algoritma tersebut. Hasil dari penelitian ini menunjukkan bahwa algoritma Decision Tree yaitu 85.78%
dan memiliki akurasi yang lebih tinggi dibandingkan dengan KNN yang memiliki akurasi sebesar 80.34% dalam mengklasifikasi
daerah di India berdasarkan produksi listrik yang dihasilkan. Selain itu, temuan lainnya yaitu Decision Tree memiliki waktu
komputasi yang lebih cepat yaitu 51.66 detik dibandingkan dengan KNN yang memiliki waktu komputasi sebesar 56.27 detik.
Kesimpulan dari penelitian ini adalah bahwa algoritma Decision Tree memiliki akurasi yang lebih tinggi dibandingkan dengan
algoritma KNN. Selain itu, Decision Tree juga memiliki waktu komputasi yang lebih cepat. Dengan demikian, algoritma Decision
Tree dapat menjadi pilihan yang lebih baik dalam melakukan klasifikasi.
Kata Kunci: Decision Tree, K-Nearest Neighbor, Klasifikasi.

Abstract

Growing and developing countries with a large population and a large area, such as India, are chosen as examples for
study. Electricity is a vital and important component. Researchers have compared the accuracy of two popular machine learning
algorithms, Decision Tree and KNN (K-Nearest Neighbor). A dataset containing 345273 samples and StratifiedKFold validation
with 33 parts was carried out to evaluate the classification results of the two algorithms. The results of this study show that the
Decision Tree algorithm is 85.78% and has higher accuracy than KNN, which has an accuracy of 80.34% in classifying areas
in India based on the generated electricity. In addition, another finding is that the Decision Tree has a faster computation time
of 51.66 seconds compared to KNN, which has a computation time of 56.27 seconds. This study concludes that the Decision
Tree algorithm has higher accuracy than the KNN algorithm. In addition, the Decision Tree also has a faster computation time.
Therefore, the Decision Tree algorithm can be a better choice for classification.
KeyWords: Decision Tree, K-Nearest Neighbor, Klasifikasi.

I. PENDAHULUAN

L istrik memegang peranan penting dalam masyarakat modern, dan produksi dan distribusinya merupakan komponen vital
dari infrastruktur dan ekonomi suatu negara. Sebagai negara yang sedang tumbuh dan berkembang, India memiliki
jumlah penduduk yang besar, yaitu sebesar 1,2 miliar orang, dan luas wilayah yang luas, yaitu sebesar 3,29 juta km2,

sehingga menjadikannya negara ke-7 terbesar di dunia [1]. Pada tahun 2020 akses listrik di India adalah 96.7% [2].
Sebagai contoh, sebagian besar penduduk di Chhattisgarh, India, yaitu sebanyak 86% rumah tangga memiliki akses ke listrik.

Persentase ini lebih tinggi daripada rata-rata nasional di daerah pedesaan di India, yaitu 78%. Namun, masih terdapat sejumlah
rumah tangga di daerah tersebut yang tidak memiliki akses ke listrik, sehingga masih diperlukan upaya untuk meningkatkan
akses listrik secara keseluruhan di India [3]. Peningkatan akses listrik di India merupakan salah satu fokus utama pemerintah
untuk meningkatkan kualitas hidup masyarakat.

Salah satu metode yang dapat digunakan untuk menyelesaikan masalah ini adalah dengan mengklasifikasi lokasi yang telah
terjangkau berdasarkan wilayah produksi listrik. Dengan melakukan klasifikasi tersebut, pemerintah dapat mengidentifikasi
wilayah mana yang belum terjangkau akses listrik secara, atau menentukan lokasi yang tidak terjangkau listrik sama sekali.
Analisis ini dapat membantu pemerintah dalam mengambil keputusan strategis untuk meningkatkan akses listrik di berbagai
lokasi di negara tersebut.

Proses klasifikasi merupakan teknik yang berguna untuk membagi atau mengategorikan objek mengacu pada karakter atau
jenis tertentu, seperti makhluk hidup yang berusaha mengorganisir obyek yang satu dengan lainnya. Mesin pembelajaran dapat
menghasilkan prediksi atau regresi dengan menggunakan data citra yang diproses berdasarkan data yang telah dipelajari dalam
proses pembelajaran mesin. Klasifikasi merupakan salah satu aplikasi penting dari mesin pembelajaran, karena dapat digunakan
untuk mengategorikan objek atau sampel ke dalam kelas yang sesuai berdasarkan ciri-ciri yang terkandung di dalamnya. Proses
ini sering digunakan dalam berbagai bidang, seperti pengenalan wajah, pengenalan suara, dan pengenalan teks, di mana mesin
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pembelajaran dapat membantu dalam mengelompokkan objek atau sampel ke dalam kelas yang sesuai berdasarkan ciri-ciri
yang terkandung di dalamnya [4].

Klasifikasi merupakan salah satu aplikasi penting dari mesin pembelajaran, karena dapat digunakan untuk mengategorikan
objek atau sampel ke dalam kelas yang sesuai berdasarkan ciri-ciri yang terkandung di dalamnya. Proses ini sering digunakan
dalam berbagai bidang, seperti pengenalan wajah, pengenalan suara, dan pengenalan teks, di mana mesin pembelajaran dapat
membantu dalam mengelompokkan objek atau sampel ke dalam kelas yang sesuai berdasarkan ciri-ciri yang terkandung
di dalamnya. Mesin pembelajaran dapat menghasilkan prediksi atau regresi dengan menggunakan data citra yang diproses
berdasarkan data yang telah dipelajari dalam proses training. Hal ini memungkinkan mesin pembelajaran untuk mengenali dan
mengklasifikasi objek baru yang tidak terdapat dalam data training, sehingga memiliki aplikasi yang luas dalam bidang yang
beragam.

Dalam penelitian ini, kami akan menggunakan mesin pembelajaran untuk mengklasifikasi daerah di India berdasarkan tingkat
produksi listrik yang dihasilkan. Kami akan menggunakan dataset [5] yang berisi sampel sebanyak 345273 dan melakukan
validasi dengan metode StratifiedKFold sebanyak 33 bagian untuk mengevaluasi hasil klasifikasi yang dihasilkan oleh algoritma
yang dipilih. Kami akan membandingkan akurasi dan kecepatan komputasi antara dua algoritma pembelajaran mesin yang
populer, yaitu Decision Tree dan KNN (K-Nearest Neighbor), dalam mengklasifikasi daerah di India tersebut.

II. METODE PENELITIAN

A. K-Nearest Neighbor

K-Nearest Neighbor (KNN) adalah strategi yang menggolongkan kelas suatu objek berdasarkan kelas dari objek-objek lain
yang terdekat dalam ruang fitur. Metode ini merupakan metode supervised learning yang membutuhkan data dalam proses
pelatihan untuk mengklasifikasikan objek terdekat. Prinsip kerja KNN adalah dengan mencari jangkauan terpendek antara data
yang akan dievaluasi dan tetangga dalam data latih [6]–[8]. Perhitungan K-Nearest Neighbor digambarkan sebagai berikut (1).

y = KNN(x,D,K, dM ) (1)

Nilai y adalah kelas atau nilai yang akan diberikan pada data x. x adalah data yang akan diklasifikasikan atau diregresikan.
D adalah dataset yang digunakan sebagai acuan dalam pembuatan keputusan. K adalah jumlah tetangga terdekat yang akan
dijadikan sebagai acuan dan dM (2) adalah Minkowski distance dengan nilai p = 2, yaitu:

dM (x, y) =

(
n∑

i=1

|xi − yi|2
) 1

2

(2)

B. Decision Tree

Decision Tree adalah algoritma klasifikasi yang memproyeksikan keanggotaan objek ke dalam divisi atau kelas dengan
meninjau atribut (variabel penentu). Algoritma ini dapat menghadapi sifat data yang continuous dan diskrit, mengeksekusi
pembelajaran data pada missing value, dan memanfaatkan gain ratio bertujuan memperbaiki information gain. Decision tree
juga mampu melakukan penyusunan aturan dalam bentuk pohon keputusan yang fleksibel tergantung pada data latih. Struktur
pohon Decision Tree terdiri dari node yang menggambarkan karakteristik data, cabang yang menggambarkan nilai dari atribut,
dan daun yang mendeskripsikan kelas [9]–[11].

Metode decision tree yang digunakan oleh scikit secara standar adalah Classification and Regression Tree (CART). Metode
Classification and Regression Tree (CART) merupakan sebuah algoritma yang digunakan untuk memproduksi model klasifikasi
atau regresi dengan mengategorikan data ke dalam kelas atau nilai yang sesuai dengan pertanyaan-pertanyaan yang diajukan
secara bertahap. CART memecah data menjadi beberapa bagian yang semakin kecil dengan cara mengambil kondisi yang
paling bermanfaat untuk memisahkan data ke dalam kelas atau nilai yang sesuai [12], [13]. Kriteria standar yang digunakan
CART pada scikit adalah kriteria Gini Index. Kriteria Gini Index dirumuskan sebagai berikut (3).

Gini =

C∑
i=1

(pi(̇1− Pi)) (3)

Nilai C adalah jumlah kelas yang ada, dan pi adalah proporsi kelas i dalam node tersebut. Dalam memproses data, CART
akan mencari kondisi yang paling berguna untuk memisahkan data menjadi kelas atau nilai yang sesuai dengan menggunakan
Gini Index sebagai acuan. Setelah data terpecah menjadi beberapa bagian, CART akan menghitung Gini Index setiap bagian
yang dihasilkan. Kemudian, CART akan memilih bagian yang memiliki Gini Index terendah sebagai node baru. Proses ini akan
dilakukan terhadap setiap bagian yang dihasilkan hingga tidak ada lagi bagian yang dapat dipisahkan. Proses tersebut akan
berhenti jika semua bagian telah murni (hanya terdiri dari satu kelas saja) atau jika tidak ada lagi atribut yang dapat digunakan
untuk memisahkan data. Pada akhir proses, CART akan menghasilkan sebuah pohon keputusan yang dapat digunakan untuk
melakukan klasifikasi terhadap data baru.
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III. HASIL

A. Preprocessing

Setelah data yang diperoleh, tahap selanjutnya yang dilakukan adalah preprocessing. Proses ini merupakan tahap penting
dalam pengolahan data karena di sini data akan di persiapkan untuk diolah lebih lanjut. Selain itu, preprocessing juga bertujuan
untuk menghilangkan masalah-masalah yang mungkin terdapat pada data seperti missing value [14], [15] dan ketidakseimbangan
data [14].

Ketika melakukan preprocessing, faktor-faktor yang perlu diawasi adalah: Pertama, masalah missing value. Missing value
merupakan data yang tidak lengkap atau hilang pada suatu baris atau kolom. Hal ini mungkin terjadi karena beberapa faktor
seperti kesalahan pengisian data, kerusakan data, atau tidak terdeteksinya data. Missing value dapat menjadi masalah karena
data yang tidak lengkap akan mempengaruhi hasil analisis yang dilakukan. Oleh karena itu, perlu diatasi dengan cara mengisi
data yang hilang tersebut dengan nilai yang sesuai. Kedua, masalah ketidakseimbangan data merupakan masalah yang sering
dijumpai dalam pengolahan data. Ketidakseimbangan data terjadi ketika data yang ada memiliki skala yang berbeda-beda
antar kolom. Misalnya, jika kolom A memperoleh nilai rata-rata 10 sedangkan kolom B nilai rata-ratanya adalah 1000, maka
data tersebut disimpulkan tidak seimbang. Ketidakseimbangan data bisa mempengaruhi hasil analisis yang dieksekusi oleh
pembelajaran mesin. Oleh karena itu, perlu dilakukan tindakan untuk menyeimbangkan data agar hasil analisis yang diperoleh
lebih valid. Pada Tabel I ditunjukkan data produksi listrik di India yang digunakan dalam penelitian ini.

Tabel I: Data produksi listrik di India

Dates Power
Station

Monitored
Cap.
(MW)

Total
Cap.
Under
Main-
tenance
(MW)

Planned
Main-
tenance
(MW)

Forced
Main-
tenance
(MW)

Other
Reasons
(MW)

Programme
or
Expe-
cted
(MU)

Actual
(MU)

Excess
(+)
/Shor-
tfall (-)

Deviation

2017-09-01 Delhi 2235.4 135.00 0.00 135.00 0 13 18 5.00 0.0
2017-09-01 Haryana 2720.0 2470.0 0.00 2470.0 0 28 7 -21.80 0.0
. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .
2022-04-13 Tripura 137.0 32.0 0.0 0.0 32 0 1 0.29 0.0
2022-04-13 NEEPCO. 2027.0 963.5 313.5 650.0 0 0 12 -1.59 0.0

Setelah melakukan analisis terhadap data yang tersedia pada Tabel I, terdapat keputusan untuk menghapus kolom Dates dan
Deviation dan menentukan kolom Power Station sebagai kategori yang akan diklasifikasi. Setelah dilakukan pengecekan, tidak
ditemukan data yang kosong atau missing value pada dataset tersebut. Oleh karena itu, proses pengubahan data pada missing
value tidak diperlukan lagi.

Namun, kolom Power Station masih dalam bentuk teks. Untuk dapat digunakan dalam proses klasifikasi, kategori tersebut
perlu dikonversi menjadi angka. Oleh karena itu, dilakukan tindakan transformasi dengan menggunakan metode LabelEncoder
dari pustaka scikit. Metode ini akan mengubah teks tersebut menjadi angka sesuai dengan urutan yang ditentukan.

Selain itu, fitur data yang ada juga dilakukan normalisasi dengan mengaplikasikan fungsi MinMaxScaler dari pustaka scikit.
Normalisasi bertujuan untuk mendapatkan rentang angka yang sama pada semua fitur agar tidak ada fitur yang dominan dalam
proses klasifikasi. Rumus MinMaxScaler digambarkan sebagai berikut (4).

x
′
=

x− xmin

xmax − xmin
(4)

Dalam rumus tersebut x
′

adalah nilai yang sudah di normalisasi. x adalah nilai asli dari data. xmin adalah nilai minimum dari
data yang dinormalisasi. xmax adalah nilai maksimum dari data yang akan dinormalisasi. Dengan menggunakan rumus ini,
setiap nilai dari x akan dikonversi ke dalam rentang [0,1] . Nilai x

′
yang dihasilkan merupakan nilai relatif dari x terhadap

nilai minimum dan maksimum yang ada dalam data. Rumus ini dapat digunakan untuk menormalisasi data numerik pada setiap
fitur dari suatu dataset agar tidak ada fitur yang dominan dalam proses analisis.

Setelah dilakukan normalisasi, diperoleh bentuk data yang sudah siap untuk diolah seperti yang terlihat pada Tabel II.

Tabel II: Data produksi listrik yang sudah di normalisasi

41 0.11282155 0.01393838 0. . . . 0.04276316 0.03862661 0.46932865
64 0.13727951 0.25502065 0. . . . 0.09210526 0.01502146 0.38675786
. . . . . . . . . . . . . . . . . . . . . . . .
118 0.03785281 0.02581181 0. . . . 0. 0.02360515 0.4676341
122 0.0366718 0. 0. . . . 0. 0.027897 0.45946945

B. Latihan dan Evaluasi

Setelah melakukan preprocessing terhadap data, langkah selanjutnya adalah membagi data menjadi data latihan dan tes
menggunakan fitur train test split yang disediakan oleh pustaka scikit. Rasio yang dipilih dalam pembagian data tersebut
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adalah 75% data latih dan 25% data tes. Rasio ini dipilih agar model klasifikasi yang digunakan dapat mempelajari dengan
baik data latih dan diuji dengan menggunakan data tes yang terpisah.

Untuk mengevaluasi hasil klasifikasi yang dihasilkan oleh model tersebut, kami menggunakan metode cross-validation.
Cross-validation atau yang juga dikenal sebagai rotation estimation, merupakan teknik validasi model yang digunakan untuk
mengevaluasi bagaimana hasil analisis statistik akan diterapkan pada himpunan data yang mandiri [16]. Dalam melakukan cross-
validation, kami memilih metode StratifiedKFold sebagai pilihan yang tepat. Metode StratifiedKFold memperhatikan proporsi
kelas pada setiap fold agar sama dengan proporsi kelas pada data latih secara keseluruhan. Hal ini bertujuan untuk memastikan
distribusi kelas pada setiap fold tidak terlalu berbeda, sehingga hasil validasi model lebih representatif dan dapat dipercaya.
Dengan demikian, kami dapat memper oleh hasil evaluasi yang lebih akurat dari model klasifikasi yang kami gunakan.

Penggunaan metode cross-validation dapat membantu kami mengevaluasi model klasifikasi yang kami gunakan dengan
lebih baik. Hal ini karena cross-validation membagi data menjadi beberapa fold yang terpisah, sehingga kami dapat melakukan
pengujian terhadap model dengan data yang tidak terlalu tergantung pada data latih yang digunakan. Dengan demikian, kami
dapat memperoleh estimasi yang lebih akurat mengenai kemampuan model klasifikasi yang kami gunakan dalam mengklasifikasi
data baru.

IV. PEMBAHASAN

Selanjutnya kami mengevaluasi dengan menggunakan metode StratifiedKFold cross-validation, dan telah mendapatkan kesim-
pulan bahwa algoritma Decision Tree memiliki akurasi yang lebih tinggi dibandingkan dengan algoritma K-Nearest Neighbor,
dengan nilai akurasi sebesar 85.80% dan standar deviasi sebesar 2.21%. Selain itu, algoritma Decision Tree juga memiliki
proses komputasi yang lebih cepat disandingkan dengan algoritma K-Nearest Neighbor, dengan waktu proses sebesar 51.66
detik. Hasil evaluasi dapat dilihat pada Tabel III.

Tabel III: Hasil evaluasi menggunakan StratifiedKFold cross-validation

Algoritma Akurasi (persen) Standar Deviasi (persen) Proses Komputasi (detik)
K-Nearest Neighbor (K = 3) 80.34% 3.08% 56.27

Decision Tree 85.80% 2.21% 51.66

V. SIMPULAN DAN SARAN

Berdasarkan hasil evaluasi tersebut, bahwa algoritma Decision Tree lebih terdepan dalam faktor akurasi serta efisiensi proses
komputasi dibandingkan dengan algoritma K-Nearest Neighbor pada data yang telah kami gunakan dalam penelitian ini.
Namun, perlu diingat bahwa hasil evaluasi ini hanya berlaku untuk data yang telah kami gunakan dalam penelitian ini. Untuk
memastikan kinerja algoritma Decision Tree pada data lain, diperlukan evaluasi ulang dengan menggunakan metode yang
sesuai.

Berdasarkan pembahasan di atas, kami memberikan saran agar algoritma Decision Tree dipertimbangkan sebagai salah satu
pilihan dalam menyelesaikan masalah klasifikasi pada data yang sesuai. Namun, perlu diingat bahwa hasil evaluasi hanya
merupakan salah satu aspek yang perlu dipertimbangkan dalam proses seleksi algoritma machine learning. Faktor lain yang
perlu dipertimbangkan antara lain adalah kompleksitas model, kejelasan, dan keterbatasan data yang tersedia. Oleh karena itu,
penting untuk melakukan evaluasi dan pemilihan algoritma secara tepat dan sesuai dengan kebutuhan dan kondisi spesifik dari
setiap masalah yang akan dipecahkan.

Simpulan dari terhadap kasus ini adalah bahwa algoritma Decision Tree memiliki kinerja yang lebih baik dibandingkan
dengan algoritma K-Nearest Neighbor pada data yang telah kami gunakan dalam penelitian ini. Kami menyarankan agar
algoritma Decision Tree dipertimbangkan sebagai salah satu pilihan dalam menyelesaikan masalah klasifikasi pada data yang
sesuai, namun perlu diingat bahwa hasil ini hanya berlaku untuk data yang telah dipergunakan oleh kami dan mungkin tidak
dapat diterapkan pada data lain. Sebagai tambahan, Decision Tree juga terbukti efektif dalam melakukan beberapa hal lainnya
seperti prediksi konsumsi listrik pada gedung kantor [17], penggolongan tingkat pertumbuhan tumor tulang lytic [18], dan pada
mobile healthcare network [19].
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